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1. Uvod

V poslednich letech dochazi k velkému nartistu mnoz-
stvi volné dostupnych chemicko-biologickych dat. Tato
data maji, ve spojeni s fadou volné pouZitelnych néstrojli
pro jejich analyzu a obecné dostupnou vypocetni kapaci-
tou, velky vliv na vyvoj na poli modelovani biologickych
vlastnosti chemickych latek'. Jednou z nejvice zkouma-
nych vlastnosti je biologicka aktivita latky na konkrétnim
biologickém cili (napf. receptoru, enzymu aj.). Ta ndm
pomahd nachazet potencialn€ uspéSné kandidaty na nova
1é¢iva, predpovidat vedlejsi Gcinky latek nebo jejich poten-
cialni toxicitu. Fyzikalné-chemické i biologické vlastnosti
latek vychazi z jejich struktury a na jejim zakladé mohou
byt tyto vlastnosti modelovany®’. Modelovéni kvantitativ-
nich vztahdi mezi strukturou a aktivitou (angl. Quantitative
Structure-Activity Relationship, dale jen QSAR) muze byt
popsano jako vyuziti statistickych metod a metod pro ana-
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Iyzu dat za ucelem vystavby predikénich modelt, které
jsou schopny piesné predpovidat biologickou aktivitu resp.
vlastnost latky (angl. Quantitative Structure-Property Rela-
tionship, QSPR) na zakladé jeji molekularni struktury.
Kazda QSAR metoda mize byt jednoduse zapsana ve for-
meé y = f(x), kde y je biologicka aktivita (nebo vlastnost
chemické latky), x sada vypocitanych nebo namétenych
molekularnich deskriptori (viz ¢lanek v tomto Cisle Che-
mickych listd'’) a f empiricky stanovena matematicka
funkce. Cilem QSAR modelovani je tedy vyhledani tren-
du/@ vsadé deskriptort, které koreluji s trendem
v biologické aktivité latky. Tento proces, stejné jako
vSechny ostatni metody virtudlniho screeningu, vychazi ze
zakladniho cheminformatického konceptu, ze ,,podobné
molekuly mivaji podobné vlastnosti“ (angl. molecular
similarity principle)!!, pienesené v tomto piipads, e
,,podobné molekuly jsou schopny plsobit na podobné bio-
logické cile'”.

Postup pro vytvareni QSAR modeld (obr. 1) ve své
podstaté¢ odpovidd postupiim pouzivanym pii béznych
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Obr. 1. Zakladni schéma vytvoreni a validace QSAR modelu
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modelovacich tlohdch v radmci vyt€Zovani znalosti z dat
(angl. data mining) a sklada se z n€kolika zakladnich kro-
ki: (1) Vybér a zpracovani dat; (2) Vybér a vypocet mole-
kularnich deskriptort; (3) Trénovani modelu; (4) Validace
modelu; (5) Urceni oblasti pouzitelnosti modelu.

Prestoze se v tomto ¢lanku budeme zabyvat primarné
modelovanim biologické aktivity (QSAR), je vétSina kon-
cepti aplikovatelna také pro modelovani fyzikalné-
chemickych vlastnosti (QSPR) latek® ™ *'®. Modelovani

zavisi na dvou entitach, ligandu a jeho Casto velmi kom-
plexnim biologickém cili, zatimco fyzikalné-chemické
vlastnosti jsou zavislé primarné na chemické struktuie
latky™’.

2. Data v QSAR modelovani

Data jsou obecné¢ nejdilezitéjsi soucasti jakékoli mo-
delovaci ulohy a QSAR neni vyjimkou. Mnohé studie pou-
kazuji, ze nejvétsi vliv na kvalitu QSAR modelu ma prave
mnozstvi a kvalita dostupnych biologicko-chemickych dat
a pouzitych molekularnich deskriptort, a Ze aplikovana
metoda strojového uceni sice hraje svoji roli, ale v zasad¢
nerozhoduje o celkovém usp&chu &i netispdchu'®?. Jak
ostatné fika znamy princip ,,0odpad na vstupu, odpad i na
vystupu“ (angl. garbage in, garbage out), Zadna sebelepsi
metoda nedokaze dosdhnout dobrych vysledkd, kdyz nema
k dispozici potiebna kvalitni data.

2.1. Zdroje dat

Pomineme-li vlastni (lokalni) experimentalni data
a nespocet mensich jiz predptipravenych mnozin dat, které
se daji pouzit k samotnému modelovani nebo jako ben-
chmark pro jiz natrénované modely”' *, tak za hlavni da-
tové zdroje pro QSAR povazujeme velké, volné piistupné
databaze biologickych aktivit jako jsou ChEMBL?*, Pub-
Chem BioAssay” nebo BindingDB*. Tyto databaze
v soucasné dob& obsahuji miliony chemickych struktur
a pfifazenych, experimentdln€ nameéfenych biologickych
aktivit pro tisice riznorodych biologickych cilt, od protei-
nu pres bunécné linie az po organismy.

Pti praci s experimentalnimi daty z vefejnych zdroji
jsme vzdy odkéazani na jejich poskytovatele a musime da-
vat pozor na chyby a variabilitu/nesrovnalosti, které se
v nich mohou vyskytovat. Ty se mohou vyskytovat jak na
strané chemické struktury, tak na stran¢ biologické aktivity.

Studie zroku 2005 poukazuje na fakt, Ze v kazdém
¢lanku z oboru medicinalni chemie jsou v praméru dvé
chyby ve strukturdch chemickych latek, které se nasledné
promitaji i do chemickych databazi’’. To potvrdila studie
zroku 2008, kterd zjistila, Ze se chybovost ve struktuie
vramci téchto databazi pohybuje mezi 0,1 az 3,4 %
(cit.®™). Uvazime-li poget dostupnych struktur, nejedna se
o zanedbatelna Cisla.

Predevsim v ptipadé¢, kdy strukturni data nepochazi
z jednoho zdroje, je nutné provadét jejich normalizaci,
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standardizaci a filtraci®’. V prib&hu zpracovani by mélo
dochazet ke tfem zékladnim krokdm, které by mély mini-
malizovat problémy ze strukturniho hlediska:

1. Odstranéni problematickych typl latek (anorganické
a organometalické latky, smési) z divodu omezenych
moznosti jejich zpracovani pomoci cheminformatic-
kych nastroji. Primarné pracujeme s organickymi
molekulami bez koordina¢né-kovalentnich vazeb, kde
je jasn€ urena u¢inna latka.

Standardizace struktury (odstranéni solnych ionth
a rozpoustédel, pokud mozno neutralizace, odstranéni
stereochemie, sjednoceni tautomertl). Ruzné druhy
soli by nemély mit vliv na rozdilnou biologickou akti-
vitu latky. Naproti tomu mohou odli$né stereoisomery
vykazovat odliSnou biologickou aktivitu, avSak pfi
pouziti nejbéznéjsich 2D deskriptori se tato informace
o stereochemii do popisu molekuly nepromita.
Odstranéni/slouceni duplicit. Rtizné cheminformatické
nastroje mohou identickou strukturu reprezentovat
odliSnymi zapisy (podle implementace konkrétniho
algoritmu). Tomuto jevu lze ptedchazet pouzitim
strukturniho formatu InChl (resp. InChIKey, jeho
hadované podoby)™, ktery by mé&l davat identické
vysledky bez ohledu na pouzity software. U starsiho,
stale hojné pouzivaného formatu SMILES®'** tato
podminka zajisténa neni.

Vzhledem k mnozstvi dat neni ve vétSiné piipada
mozné provadét kontrolu a zpracovani dat manualné, mu-
zeme ale pouZit n€které z dostupnych cheminformatickych
nastroji  jako napf. programovaci knihovny RDKit*
a OpenBabel®*, volné dostupnou analytickou platformu
KNIME s rozsifenim pro cheminformatiku® & komeréni
nastroje Standardizer (ChemAxon)*® a Pipeline Pilot
(Accelrys)”.

Modelovana biologicka aktivita byva nejcasteji vyjad-
fena ve formé tzv. potence vyjadiené jako koncentrace
latky potfebné k dosazeni urcitého biologického efektu.
Mezi nejbéznéjsi modelované veliiny patii inhibi¢ni, akti-
vacéni nebo obecné disociacni konstanty (napt. /C50 — kon-
centrace potiebna k dosazeni poloviny maximalni inhibice
cile danou latkou, EC50 koncentrace potiebna
k dosazeni poloviny maximalni aktivace cile danou latkou,
Ky (K;) — disociacni konstanta ligandu, cile a jejich kom-
plexu). Tyto koncentrace se obecné udavaji ve formé za-
porného dekadického logaritmu moldrni koncentrace
(hodnota = —log(molarni koncentrace[mol dm™], kde jed-
notka mol dm se téZ oznacuje jako M) z divodu potieby
normalni distribuce chyby v ramci modelovani. Na této
Skale se pouzivané veliCiny zpravidla uvozuji malym pis-
menem p pied jejich nazvem (napt. pIC50 = —log(IC50),
tzn., 7e IC50 hodnoté 0,000 001 moldm™ (tedy
1 umol dm™) odpovidd bezrozmé&rméa pIC50 hodnota 6).
V ramci klasifikace latek se nejcastéji pouziva binarni
logika (1/0), kde rozfazujeme latky napf. na aktivni (1)
a neaktivni (0). Za neaktivni v tomto pfipadé povaZujeme
latky, které na konkrétnim biologickém cili nevykazuji
zadny biologicky tucinek, nebo i latky, u kterych je
k dosaZeni u¢inku potieba pouziti vysSich koncentraci. Za
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dostatené potentni (aktivni) se casto povazuji latky
s dosazenym ucinkem pfi pouziti 10 nM koncentrace nebo
nizsi (na zaporné logaritmicke Skale tedy Cislo 7 a vyssi).

Vzhledem k tomu, Ze experimentalni méfeni aktivity
latek je ovliviiovano velkou fadou faktort (typ experimen-
tu, pouzité¢ latky a jejich Cistota, laboratorni podminky,
lidsky faktor aj.), hodnoty naméfené v riznych experimen-
tech/laboratofich se asto mohou i Fadové ligit’®. Stava se
tedy, ze pro identickou kombinaci ligandu a biologického
cile mame k dispozici fadu hodnot s vétSim ¢i mensim
rozptylem. V takovém pfipadé je potieba davat pozor
a v piipadé prili§ velkého rozptylu data radéji nepouzit,
aby nesnizovala pfesnost modelu.

2.2. Molekulové deskriptory

Pro popis latek v ramci QSAR modelovani je mozné
pouzit libovolny druh  molekularnich  deskriptort
(datovych vektorti) popisujicich strukturni vlastnosti latek:
od fyzikalné-chemickych vlastnosti, pies popis 2D topolo-
gie, az po data popisujici 3D strukturu vcetné jeji dynami-
ky">*% Pro modelovani biologické aktivity jsou
v soucasné dob¢ patrn¢ nejpouzivanéjsi binarni 2D topolo-
gické deskriptory, tzv. otisky prsti (angl. fingerprints)*'.
Ty sice neposkytuji takovou uroven detailu jako popis
struktury ve 3D, na druhou stranu jejich vypocet neni zati-
zen slozitymi vypocty konformaci molekuly v prostoru,
které se mohou podle pouZitych néstrojil a jejich nastaveni
lisit. Ty navic ve vysledku nemusi vystihovat spravnou
konformaci potfebnou pro dosazeni biologického Ucinku.
Naproti tomu je vypocet 2D deskriptorti zpravidla velmi
rychly a jeho vysledek vzdy stejny. To miiZe byt v dobg,
kdy mame k dispozici miliony dostupnych struktur, jednim
z rozhodujicich kritérii. Obecné plati, ze vybér molekulo-
vych deskriptort by mél byt zavisly na modelované velici-
n¢ a od ni odvozené slozitosti problému, ktery feSime.
Problematice molekulovych deskriptorit se podrobnéji
vénuje ¢lanek v tomto &isle Chemickych lista'.

3. Metody strojového uceni v QSAR

QSAR modelovani se li§i od jinych typli modelovani
primarné pouzitymi daty a je pro n¢j tedy mozné pouzit
prakticky libovolnou metodu strojového ueni. Vzhledem
k tomu, Ze se jedna o problém pomérné¢ komplexni, jsou
v dnesni dobé oblibené hlavné sofisitkovanéjsi metody
jako neuronové sité (angl. neural networks, NN)*, metoda
podptrnych vektori (angl. support vector machines, SVM,
spole&né se support vector regression, SVR)**, nahodné
lesy (angl. random forest, RF)*”, ale i mnohé dal3i***.
Vsechny zminéné metody jde pouzit jak pro klasifikacni,
tak pro regresni Ulohy, bez toho, Ze by néktera z nich vy-
konnostné vyc¢nivala nad ostatnimi. Zatimco NN mohou
Cast&ji trpét preucenim (angl. overfitting) pro konkrétni
data, SVM a RF jsou v tomto ohledu povazovany za po-
mérné robustni*®, Predeviim RF jsou v dne$ni dobé oblibe-
ny pro svou vypocetni nenaro¢nost a z podstaty také pro
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jejich moznou interpretovatelnost (RF je mnoZzina rozho-
dovacich stromi)®.

Vzhledem k tomu, ze rizné metody strojového uceni
v kombinaci s riznymi molekulovymi deskriptory mohou
zachycovat rozdilné aspekty modelované mnoziny dat, je
dnes velmi popularni tzv. konsenzudlni modelovani.
V konsenzualnim pfistupu mizeme vytvorit fadu odlis-
nych modeli a na zéklad¢ vSech jejich vysledku spocitat
vysledek finalni. Konsenzualni ptistup v QSAR modelova-
ni zpravidla vykazuje vétsi uspésnost nez samostatné pou-
7ité modely**™".

Z hlediska softwarovych nastroji je pro modelovani
k dispozici fada knihoven pro vétSinu bézné pouzivanych
programovacich jazykd, napf. scikit-learn pro programova-
ci jazyk Python’', Weka pro programovaci jazyk Java>
nebo nastroje od Bioconductor pro programovaci prostiedi
R¥. Uzivatelsky piivétiva a vramci modelovani velmi
dobie vybavena je také jiz zminéna analyticka platforma
Knime™®.

4. QSAR modelovani

V ramci QSAR modelovani je vstupni datova mnozi-
na (v naSem pfipad€é mnoZina chemickych struktur
s pfifazenou biologickou aktivitou) na pocatku rozdélena
na dv€ nezavislé sady dat: zakladni sadu dat a nezavislou
sadu dat. Zékladni sada dat se pouZziva pro vnitini nastave-
ni parametri modelu, tzv. trénovani modelu, a proto se
také oznacuje jako trénovaci mnozina. Nezavisla sada dat
pak slouzi k testovani kvality modelu a oznacuje se téz
jako testovaci mnozina®**. Nej¢astsji se vstupni soubor dat
rozdéluje v poméru 70:30 nebo 80:20 ve prospéch trénova-
ci mnoziny a toto rozdéleni mize byt provedeno nahod-
nym vybérem nebo tzv. stratifikované. Stratifikovany vy-
bér trénovaci a testovaci datové mnoziny by mél zarucovat
rovnomérné zastoupeni (stejnou distribuci) zavislé pro-
ménné (aktivity) v obou mnozinach. V piipadé klasifikace
stejné pomérné zastoupeni kategorii aktivni/neaktivni,
v pfipadé regrese stejné rozlozeni a rozsah numerickych
hodnot.

V QSAR modelovani se standardné pouziva dvoji typ
validace modelu: interni a externi. Zatimco externi valida-
ce se provadi s jiz zminénou nezavislou testovaci mnozi-
nou pro finalni validaci modelu, k interni validaci dochazi
v ramci samotného modelovéni s daty z trénovaci mnozi-
ny. Metoda nejcastéji vyuzivana pro interni validaci se
nazyva n-nasobnd kiizova validace. V ramci kiiZové vali-
dace se trénovaci mnozina rozd¢li na » stejné velkych pod-
mnozin (napf. n = 10) a postupné jednu mnozinu po druhé
vynechavame, model trénujeme na zbylych n—1 mnozi-
nach a aktualné vynechanou mnozinu pouzivame jako
testovaci mnozinu aktualniho modelu. Zarovenl v kazdém
cyklu zaznamendvame vybrané charakteristiky modelu
(napt. chybu), které slouzi jako ¢ast vysledku interni vali-
dace. U n-nasobné kiizové validace tak dochazi
k modelovani » QSAR modeld. V limitnim ptipadé se n
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muize rovnat poctu prvkil v mnoziné (v takovém piipadé se
jedna o tzv. ,leave-one-out” kiizovou validaci). Finalni
QSAR model se nakonec trénuje na celé trénovaci mnozi-
né a je aplikovan na pocatku oddélenou nezévislou testo-
vaci mnozinu, ¢imz ziskdme vysledky externi validace.

Pro urceni, zda model vyhovuje pozadavkim pro
aplikaci na nova data, mizeme pouzit fadu statistickych
ukazatelti, které zpravidla zachycuji presnost modelu
a jeho Uspé€snost v porovnani s ndhodnym scénaiem.

Pro regresni modely je standardné pouzivanym pri-
marnim kritériem kombinace kiizové validovaného koefi-
cientu determinace (¢°) (interni validace) a koeficientu
determinace pro testovaci set (R?) (externi validace).

Koeficient determinace udava pomér ¢tvercové chyby
modelu (soucet Ctverct odchylek) a ctvercové chyby pfi
nahrazeni modelu primérnou hodnotou aktivity (obecné
tedy miru pfesnosti modelu oproti ndhodnému scénari).
Muizeme ho vypocitat podle nasledujici rovnice (1):

R :1_2:11(371' _j/i)z
N —_\2
Zi:l(yi_yi)

kde N predstavuje velikost testovaci mnoziny, y; experi-
mentalni hodnotu, J, pfedpovézenou hodnotu a y primeér-
nou hodnotu biologické aktivity pro vSechny latky
v testovaci mnozing. Koeficient determinace nabyva hod-
not mezi 0 a 1, kde 1 reprezentuje dokonale presny model
(nulovou chybu).

Nejbéznéjsimi kritérii pouZivanymi pro hodnoceni
klasifika¢nich modeld jsou tzv. plocha pod kiivkou (angl.
area under the curve, AUC) a faktor obohaceni (angl. en-
richment factor, EF). AUC vychazi ztzv. ROC kitivky
(angl. receiver operating curve), ktera zachycuje pocet
skute¢né pozitivnich (angl. true positive rate, TPR) jako

()
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funkci falesné pozitivnich (angl. false positive rate, TPR)
klasifikovanych prvki (obr. 2). TPR na uréité pozici vyja-
dfuje pomér urcenych aktivnich latek a skute¢né aktivnich
latek, FPR je pomér urenych neaktivnich latek a skutec-
nych neaktivnich latek. Z této kiivky mlzeme vypocitat
AUC podle nasledujici rovnice (2):

AUC = S A(1-1)

=N 2)

kde n je pocet aktivnich latek a N je celkovy pocet latek
v testovacim setu, 4 je kumulovany pocet aktivnich latek
na pozici i a I kumulovany pocet neaktivnich latek na po-
zici i. AUC nabyva hodnot mezi 0 a 1, kde hodnota 1 od-
povida nulovému FPR a hodnota 0,5 ndhodnému scénafi.

EF se pouziva jako ukazatel schopnosti modelu ¢asné
rozpoznat (angl. early recognition) aktivni latky. Casné
rozpoznani poukazuje na schopnost modelu nejen rozpo-
znat aktivni latky, ale ud¢lat tak s vysokou jistotou a zara-
dit aktivni latku v pomyslném Zebticku hodnocenych latek
na co nejvyssi misto. EF pro urcenou ¢ast klasifikované
mnoziny (napf. 5 % fazené od nejvyssi pravdépodobnosti,
ze latka je aktivni) udava pomér poctu nalezenych aktiv-
nich latek oproti poctu aktivnich latek, které by se v urcené
¢asti mnoziny vyskytovaly pfi nahodném vybéru. Vypocet
EF probiha podle nasledujici rovnice (3):

B ()= 2220

L rn<yN

3
0, ,>yN )

,sS(r,-)={

kde y je velikost ¢asti testované mnoziny, n je pocet aktiv-
nich latek, N je celkovy pocet latek v testovacim setu a r;
urCuje poradi i-t€¢ aktivni latky. Rozsah EF se pohybuje
mezi 0 a hodnotou zavislou na pouZzitém 7 a poctu aktiv-
nich latek v testované mnoziné: 1/x , pokud je y > n/N,
v opacném ptipadé N/n.

0,2

0,3 0,4

05 0,6 0,7 0,8 0,9 1

falegné pozitivni [%]

Obr. 2. Ukazka ROC k¥ivky zachycujici uspé$nost klasifika¢niho modelu. Vypoctem obsahu plochy pod touto kiivkou ziskame hod-

notu AUC. Diagonala odpovid4 ndhodnému scénafi
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Na zavér této Casti je potieba si pfipomenout, ze vy-
borné charakteristiky modelu nikdy neznamenaji, ze je
mozné jej pouzit pro vSechna mozna vstupni data bez ome-
zeni, ale jen na ta, kterd je model schopen piedpovédét
s urcitou presnosti, tj. ta, kterd spadaji do oblasti pouzitel-
nosti modelu.

4.1. Oblast pouzitelnosti modelu

Prostor vstupnich dat (vektortr), pro ktera je bezpecné
model pouzit, se nazyva oblasti pouzitelnosti modelu
(angl. applicability domain, AD)"**°. Stejné tak jako by
napf. model pro predikci druhii ovoce natrénovany pouze
na datech pro jablka neSel pouzit pro predikci bananti
(resp. Sel, ale vysledek by byl logicky Spatny), tak ani
QSAR modely by nemély byt pouzivany pro predikci
vlastnosti latek, které se vyrazné odliSuji od latek v tréno-
vaci mnozin¢ (obr. 3). Pfed pouzitim modelu je tedy nutné
pfedem definovat mozny prostor vstupnich dat, na ktera je
mozné ho bezpecné aplikovat. Hledisek, ktera 1ze uplatfio-
vat pro urceni tohoto prostoru, je cela fada, primarné by se
vSak mélo vychazet ze vstupnich dat, resp. deskriptort
pouzitého QSAR modelu.

V ptipadé pouziti fyzikalné-chemickych vlastnosti
jako vstupnich dat by se tyto vlastnosti pro predikované
latky nemély vyrazné lisit, v idedlnim pfipadé¢ by mély
lezet v intervalu mezi maximalni a minimalni hodnotou
vstupnich dat. Pfi pouziti topologickych deskriptorii by
podobnost predikované latky k minimalné jedné latce
z trénovaci mnoziny méla dosahnout urcité stanovené praho-
vé hodnoty (zéalezi na pouzitych deskriptorech a mife podob-
nosti). Casto dochazi k pouZiti kombinace vice kritérii.

Jednou z oblibenych technik postihujicich oblast pou-
zitelnosti QSAR modelt je tzv. konformni predikce (angl.
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conformal prediction)*®. P¥i pouziti této metody je na za-
kladé chyby naméfené pii aplikaci QSAR modelu na tré-
novaci mnozinu vypocitan piidruzeny chybovy model. Na
jeho zaklad€ je mozné pro urcenou miru pravdépodobnosti
predikovat konfiden¢ni interval udavajici rozsah hodnoty
predikované QSAR modelem. Modelovym vysledkem této
metody tedy mize byt napf. informace, ze s 90% pravdé-
podobnosti je aktivita latky na definovaném biologickém
cili rovna hodnoté 7,0£1,3. Cim vétsi pravdpodobnost
zvolime, tim §ir§i je obdrzeny konfiden¢ni interval.

5. Pouziti QSAR modelu

Pfi pouzivani QSAR modeld (resp. obecné jakéhokoli
modelu) je tfeba stalé mit na paméti, Ze i pres potencialné
vyborné statistiky a robustné definovanou oblast pouzitel-
nosti jsou ziskané vysledky vzdy jen predikci skute¢nych
hodnot a dokud nejsou experimentalné potvrzené, nemtize-
me je povazovat za jisté. QSAR modelovani vychazi
z podobnostniho principu, ¢asto vSak mohou dvé velmi
podobné latky vykazovat diametralné odlisné vlastnosti.
Dikazem mohou byt rozdilné fyzikalné-chemické vlast-
nosti ¢i biologické aktivity napf. cis- a trans- isomerQ
nebo optickych antipodti nékterych latek'>*”. Z této sku-
teCnosti vychazi napt. tzv. koncept aktivitnich utest (angl.
activity cliffs) v aktivitni krajin¢ (angl. activity landscape)
(cit.”®). Kdyz si predstavime mnozinu chemickych latek
ajejich aktivit jako krajinu v n-dimenzionalnim prostoru
(podle deskriptorti pouzitych k jejich popisu), nenajdeme
vni nejen roviny s mirnymi kopci (pozvolné¢ meénici se
aktivitu spoleén¢ se strukturou), ale také utesy (oblasti
velkych zmén), kde se malad zména ve struktute latky sig-
nifikantné projevi na jeji biologické aktivité.

Obr. 3. Ukazka duleZitosti definice oblasti pouzitelnosti QSAR modelu (oblast mezi pi‘erusovanymi ¢arami). V tomto piipadé bude
pfi jejim prekroceni chyba predikce nartistat se vzdalenosti od trénovaci mnoziny dat
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QSAR modely se, stejné jako dalsi metody virtualni-
ho screeningu, primarné pouzivaji pro selekci vhodnych
kandidatt v pocatecnich fazich testovani velkych knihoven
chemickych latek, kde snizuji nejen potfebny Cas, ale hlav-
né vyslednou cenu experimentu. Obecnou vyhodou mode-
It je fakt, ze latky, na které model aplikujeme, nemusime
mit ve skutecnosti k dispozici nebo dokonce nemusi ani
realné existovat. QSAR model v tomto pfipadé mize po-
skytnout dilezitou informaci pii rozhodovani, zda se latku
mame vibec pokusit nasyntetizovat.

Vzhledem k souasnému mnozstvi nastroji i dat pro
QSAR modelovani a silnému hlasu proti provadéni testd
na zvitatech jsou v dnesni dobé¢ in-silico metody testovani
také soucasti evropské legislativy pro regulaci chemickych
latek REACH (angl. Registartion, Evaluation, Authorisati-
on and Restriction of Chemicals). Dedikovana aplikace
OECD QSAR toolbox je pfedevsim nastrojem sdruzujicim
data a modely, které pomahaji predikovat ekotoxicka rizi-
ka latek a jejich potencidlni mechanismus tuginku®.

6. Zavér

QSAR modelovani je jednim zhlavnich zastupci
metod virtualniho screeningu pouzivanych pro predikci
biologickych ¢i fyzikalné-chemickych (QSPR) vlastnosti
latek. S vyuzitim libovolnych molekularnich deskriptord
ametod strojového uceni dokaze produkovat regresni
a klasifikacni modely, které jsou nejen velmi rychlé, ale
v kombinaci s odpovédnym pfistupem k jejich validaci
a dobfe definovanou oblasti pouzitelnosti také velmi ro-
bustni a presné. QSAR modely nachazeji pro tyto své
vlastnosti uplatnéni v ramci pocitatového navrhu 1éciv,
objasnovani principi funkce chemickych latek v zivych
organismech a predikci jejich ekotoxické bezpecnosti. Roli
v posuzovani ekotoxickych rizik hraji také v ramci evrop-
ské legislativy pro regulaci chemickych latek (REACH),
kde mohou byt in-silico alternativou ke klasickym experi-
menttim.

Tento clanek vznikl za podpory MSMT v ramci Na-
rodniho programu udrzitelnosti 1 projekt LO1220 (CZ-
OPENSCREEN).
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Compounds

Quantitative structure—activity relationship (QSAR)
modelling is one of the most popular techniques of virtual
screening used to predict the activity of a compound to-
ward a biological target. While QSAR classification mod-
els are able to predict whether a compound is active or
inactive (class) toward a target, regression models try to
predict its exact activity value. To find the relationship
between the structure and activity of a compound, com-
mon machine learning methods are employed (e.g., Sup-
port Vector Machines, Random Forest, Neural Networks
etc.) together with diverse types of compound descriptors
(e.g., physico-chemical properties, structural keys, binary
fingerprints etc.). QSAR models are generally very fast
and, when a correct approach to their validation and ap-
plicability domain setting is used, also reliable. They be-
came a common part of computational drug design work-
flows employed to detect new drug candidates, elucidate
their side/adverse effects or assess their potential toxicity
risks.



